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1 Einleitung

In einer Zeit, die von Daten dominiert wird, sind Diagramme unverzichtbare
Werkzeuge geworden, um komplexe Informationen visuell darzustellen. Sie
erm•oglichen es, leicht Trends zu identi�zieren, Beziehungen zu analysieren und
Schlussfolgerungen zu ziehen. Diese visuellen Darstellungen stellen jedoch ins-
besondere f•ur Laien ohne statistische Vorbildung eine Herausforderung dar. Vor
diesem Hintergrund verfolgt unser Projekt das Ziel, ein Tool zu entwickeln, das
f•ahig ist, aus Diagrammen automatisierte Zusammenfassungen zu generieren.

Die Herausforderung bei der Interpretation von Diagrammen inspirierte
uns zu unserem Forschungsvorhaben. Wir erkennen ein De�zit an L•osungen.
Unser Forschungsziel ist es daher, ein Tool zu entwickeln, das Diagramme
analysiert und ihre Kerninhalte in Textform wiedergibt. Ein weiteres Ziel ist
die Untersuchung des Ein
usses verschiedener Trainingsparameter auf die Leis-
tungsf•ahigkeit unseres Modells.

Zur Realisierung dieses Vorhabens haben wir einen speziellen Datensatz
zusammengestellt, der verschiedene Arten von Diagrammen umfasst. Dieser
Datensatz dient als Grundlage f•ur das Training unseres AI Chart Summarizer-
Tools. Die ersten Ergebnisse unseres Projekts deuten darauf hin, dass unser
Tool in der Lage ist, Zusammenfassungen zu liefern, was die Zug•anglichkeit und
das Verst•andnis komplexer Daten f•ur Laien verbessern k•onnte.

Der Bericht gliedert sich in mehrere Schl•usselsektionen. Nach einer
Einf•uhrung in die Grundlagen und die Auswahl der Large Language Models
(LLM's), beschreiben wir die Herausforderungen bei der Zusammenfassung von
Gra�ken durch LLM's. Es folgt eine detaillierte Beschreibung unseres Ansatzes
f•ur das Fine-Tuning des Modells und die Zusammenstellung unseres Daten-
satzes. In den Abschnitten Ergebnisse und Diskussion evaluieren wir die Leis-
tung des entwickelten Modells und diskutieren St•arken, Herausforderungen und
Grenzen unserer L•osung. Abschliessend bietet das Fazit einen•Uberblick •uber
unsere Erkenntnisse und Empfehlungen.

Mit dem Ziel, eine benutzerfreundliche Schnittstelle zu scha�en, die es
erm•oglicht, die in Daten verborgenen Informationen f•ur Laien zu enth•ullen,
tragen wir dazu bei, dass jeder, unabh•angig vom Fachwissen, datengest•utzte
Entscheidungen tre�en kann. Dieser Bericht dokumentiert unseren Forschungs-
und Entwicklungsprozess und bietet Einblicke in die Potenziale und Heraus-
forderungen, die sich bei der Realisierung eines solchen Tools ergeben.
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2 Grundlagen

2.1 Modelle

Die sorgf•altige Auswahl und Analyse von LLM's bildet das Fundament dieses
Projektes. Im Folgenden werden verschiedene fortschrittliche LLM's aufgez•ahlt
und deren Eigenschaften erw•ahnt.

MatCha-ChartQA : Dieses Modell wurde speziell auf dem ChartQA-
Datensatz trainiert, um Fragen basierend auf Diagrammen zu beantworten. Es
basiert auf Pix2Struct und konzentriert sich auf Aufgaben, die die Zerlegung von
Diagrammen und numerisches Verst•andnis beinhalten [1]. MatCha-ChartQA
wurde auf Fragen und Antworten trainiert, aber nicht auf die Generierung von
Beschreibungen [2].

ChatGPT : Als ein geschlossenes Modell gilt es als eines der besten
verf•ugbaren LLMs. Urspr•unglich in seiner vierten Generation (GPT-4) ohne
visuelle F•ahigkeiten gestartet, zeigte es dennoch eine beeindruckende F•ahigkeit,
Bilder zu beschreiben [3]. Es ist bemerkenswert, dass ChatGPT in deutscher
Sprache schlechtere Ergebnisse lieferte als in Englisch [4].

DePlot : Dieses Modell erstellt zun•achst eine linarisierte Tabelle in Textform
der Daten aus einem Diagramm und verwendet anschliessend ein LLM (z.B.
GPT3), um eine Beschreibung des Diagramms zu generieren. Das verwendete
LLM ist ebenfalls geschlossen. [5]

BLIP-2 : BLIP-2 nutzt einen lightweight Querying Transformer, der in zwei
Stufen vor-trainiert wird. In der ersten Stufe wird die visuelle Sprachdarstellung
von einem eingefrorenen Image-Encoder bootstrapped. In der zweiten Stufe
wird das generative Lernen von vision-to-language anhand eines eingefrorenen
Sprachmodells bootstrapped. [6]

MiniGPT4 : MiniGPT-4 besteht aus einem Vision-Encoder mit einem
vortrainierten ViT und Q-Former, sowie einem fortgeschrittenen Vicuna-
Sprachmodell. Die beiden Modell werden durch nun einen linearen Projek-
tionslayer miteinander verbunden. [7]

Fuyu8B : Fuyu8B ist ein Transformer-basiertes Modell, dass das Bild in
Patches aufteilt und diese •uber eine lineare Projektionsschicht direkt in die
erste Transformer-Schicht projiziert. [8]

LLaVA : LLaVA ist •ahnlichen aufgebaut wie Fuyu8B, besitzt aber mit 13
Milliarden mehr Parameter als Fuyu8B, welches 8 Milliarden Parameter hat. [9]

MECDG : Chen und Zaoh [10] schlagen "Manufacturing Enterprise Chart
Description Generation" (MECDG) vor, dass 1) den Text mit OCR und Key-
points extrahiert und 2) mit einem Language Modell Antworten auf User-Input
generieren. Allerdings hat das Modell gewisse Redundanzen, da die einzelnen
Komponenten unabh•angig voneineander sind.

Chart-Text : Abhijit et. al haben Chart-Text entwickelt, um Alt-Texte
f•ur Charts zu generieren. Sie verwenden Bilder-Klassi�zierungsmodelle und
Objekterkennungsmodelle, welche sie mit einem selbst erstellten Datensatz
trainiert haben. Sie haben eine Chart-Klassi�kationsgenauigkeit von 99.72%
erreicht und eine Text-Generationsgenauigkeit von 78.9%. Dieses System setzt
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den Fokus allerdings auf blinde Personen. [11]

Jedes dieser Modelle bietet einzigartige Ans•atze zur Diagrammanalyse und
-interpretation, wobei ihre Leistungsf•ahigkeit und Genauigkeit je nach An-
wendungsbereich variieren. Im weiteren Verlauf werden wir uns genauer mit
dem Modell Fuyu8b auseinandersetzen, weil 1) die Transformer-Architektur mit
einem Projektionslayer in drei der hier vorgestellten Modelle vorkommt (LLaVA
und MiniGPT4 benutzen auch diese Architektur) und 2) wir das Gef•uhl hatten,
dass das �netuning von Fuyu8B am einfachsten sein wird aufgrund der Anzahl
Parameter und der Architektur.

2.2 Herausforderungen aktueller LLMs

Die Herausforderungen bei der Zusammenfassung und Beschreibung von
Gra�ken durch LLM's sind vielf•altig und komplex. Zu den Hauptproblemen
geh•oren:

1. Entwicklung robuster Modelle: Aufgrund begrenzter Datens•atze und
Diagrammtypen ist es schwierig, robuste Modelle zu entwickeln. Die
Datensatzerstellung ist besonders herausfordernd, da Gra�ken und ihre
Beschreibungen oft nicht direkt miteinander verkn•upft sind, was die Train-
ingsgrundlage f•ur diese Modelle schw•acht. [12]

2. Begrenzung des Kontextfensters bei LLM's: Diese Einschr•ankung
beeintr•achtigt die Kapazit•at der Modelle f•ur In-Context-Lernen und stellt
somit eine signi�kante H•urde dar. [13]

3. Problematik der Halluzination: LLM's neigen dazu, falsche oder
inkonsistente Aussagen zu generieren, was auf einen Mangel an echtem
Wissen hindeutet. Dieses Ph•anomen tritt nicht bei allen Modellen und
Tasks gleich stark auf. Verst•arkt tritt es auf, wenn Wissen von visuellen
zu sprachlichen Formaten •ubertragen wird, was die Zuverl•assigkeit der
generierten Zusammenfassungen und Beschreibungen beeintr•achtigt. [14],
[15]

4. Fehlende F•ahigkeit zur e�ektiven Nutzung visueller Informatio-
nen: Die •uberwiegend textbasierte Trainingsgrundlage der LLM's schr•ankt
ihre F•ahigkeit erheblich ein, gra�sche Informationen zu verarbeiten und
zu interpretieren. [16]

2.3 Datens•atze

Um Modelle zu trainieren braucht man Datens•atze mit verschiedenen Beispielen,
damit das Modell davon lernen kann. Es gibt verschiedene Datens•atze, die auf
unterschiedliche Arten und Weisen erstellt worden sind.
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2.3.1 Autochart

AutoChart ist ein spezialisierter Datensatz f•ur die Chart-to-Text-Generierung,
eine Aufgabe, die darauf abzielt, analytische Beschreibungen von visuellen Plots
zu generieren. Der Datensatz wurde von Zhu et al. [17] entwickelt und
zielt darauf ab, die Forschung im Bereich der analytischen Beschreibung von
Charts zu f•ordern. AutoChart umfasst vier Arten von Diagrammen: Streudia-
gramme, Liniendiagramme, vertikale und horizontale Balkendiagramme, die mit
der Python-Bibliothek Matplotlib erstellt wurden.

Die Beschreibungen in AutoChart wurden durch eine Kombination aus men-
schlich geschriebenen Vorlagen und paraphrasierten S•atzen erstellt, um eine
Vielzahl rhetorischer Bewegungen zu ber•ucksichtigen, die f•ur die Analyse von Di-
agrammen wesentlich sind. Diese umfassen eine•Ubersicht •uber das Diagramm,
Beschreibungen der Diagrammkomponenten, Interpretationen der dargestellten
Informationen, bewertende Kommentare und Schlussfolgerungen.

Figure 1: Beispielbild aus dem Autochart-Datensatz.
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2.3.2 Chart-to-text (Pew und Statista)

Die Chart-to-text-Datens•atze von Pew und Statista bieten eine breite Palette
von Diagrammtypen, darunter Balken-, Linien- und Tortendiagramme. Beson-
ders au�•allig ist, dass diese Diagramme umfangreiche Textinformationen inner-
halb des Diagramms selbst enthalten, was zu detaillierteren und komplexeren
Beschreibungen f•uhrt. Der Pew-Datensatz neigt zu l•angeren Beschreibungen
mit spezi�schen Schlussfolgerungen und detaillierten Berechnungen, w•ahrend
der Statista-Datensatz qualitativ hochwertige Charts jedoch ohne Titel bi-
etet, was den Kontext des Charts etwas schwieriger zu erfassen macht. Die
Beschreibungen in beiden Datens•atzen bieten jedoch einen umfassenden Kon-
text dar•uber, was in den Charts dargestellt wird. [18]

Figure 2: Beispielbild aus dem Chart-to-text (Pew) -Datensatz
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Figure 3: Beispielbild aus dem Chart-to-text (Statista) -Datensatz

2.3.3 ChartSumm

ChartSumm umfasst ebenfalls verschiedene Chart-Typen, wobei Linien-,
Balken- und Tortendiagramme dominieren. Die Diagramme in ChartSumm
wirken eher schlicht. Die Beschreibungen sind auch eher schlicht gehalten und
beschr•anken sich auf die Beschreibung der Gra�k [19].
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Figure 4: Beispielbild aus dem Chartsumm-Datensatz

2.4 Metriken

2.4.1 BLEU

Der BLEU Score ist eine Methode zur Bewertung von maschinell generiertem
Text im Vergleich zu menschlich erstellten Texten. Er wurde entwickelt, um
die Qualit•at von maschinell generierten •Ubersetzungen zu messen. Der BLEU
Score misst die•Ubereinstimmung zwischen einem generierten Text und dessen
Referenztexten, basierend auf der Anzahl •ubereinstimmender N-Gramme. Ein
BLEU Score von 1 (oder 100%) stellt eine perfekte•Ubereinstimmung dar.

In dieser Arbeit wird der BLEU Score verwendet, um die Qualit•at der
generierten Beschreibungen zu bewerten. Die Verwendung von BLEU ist hier
vorteilhaft, da es eine objektive und quanti�zierbare Methode zur Beurteilung
der N•ahe der Zusammenfassungen zu Referenztexten bietet. Trotz seiner Ein-
schr•ankungen, wie der Konzentration auf N-Gramm-•Ubereinstimmungen, die
den Kontext der Texte weniger ber•ucksichtigen, ist der BLEU Score ein an-
erkannter Standard in der Bewertung maschinengenerierter Texte.

Ein hoher BLEU Score bedeutet jedoch nicht unbedingt eine hohe Kon-
text•ahnlichkeit. Generell gilt: Je h•oher der BLEU Score, desto gr•osser ist die
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•Ubereinstimmung des Textes mit den Referenztexten in Bezug auf die verwende-
ten Wortgruppen. Ein guter BLEU Score deutet darauf hin, dass der generierte
Text viele Wortgruppen enth•alt, die auch in den Referenztexten vorkommen,
was oft, aber nicht immer, auf eine h•ohere Qualit•at schliessen l•asst. [20]

2.4.2 ROUGE-1

ROUGE-1 ist eine spezi�sche Metrik innerhalb der ROUGE-Familie (Recall-
Oriented Understudy for Gisting Evaluation) und wie der BLEU Score auch eine
Metrik f•ur den Vergleich von maschinell generierten Texten und von Menschen
erstellten Texten. Diese Metrik bewertet jedoch die Qualit•at von Textzusam-
menfassungen, indem sie die Anzahl der gemeinsamen Einzelworte (Unigramme)
in der generierten Zusammenfassung und den Referenztexten misst.

ROUGE-1 berechnet zwei Hauptkomponenten: Recall und Precision. Re-
call misst, welcher Anteil der W•orter aus den Referenztexten in der gener-
ierten Zusammenfassung vorkommt. Precision hingegen misst, welcher Anteil
der W•orter in der generierten Zusammenfassung auch in den Referenztexten
enthalten ist.

Diese beiden Werte k•onnen dann zu einem F-Measure kombiniert werden,
das ein harmonisches Mittel von Recall und Precision darstellt, um eine ausge-
wogene Bewertung der Textzusammenfassungen zu bieten.

Wie beim BLEU Score variiert der Rouge-1 Score zwischen 0 und 1, wobei
0 die geringste und 1 die h•ochste•Ubereinstimmung zwischen der generierten
Zusammenfassung und den Referenztexten darstellt.

W•ahrend der BLEU Score haupts•achlich sich auf die •Ubereinstimmung
von N-Grammen (Wortgruppen) konzentriert, misst ROUGE-1 spezi�sch die
•Ubereinstimmung auf Unigramm-Ebene. W•ahrend BLEU eine starke Beto-
nung auf Precision legt und Kontext und Satzstruktur weniger ber•ucksichtigt,
erm•oglicht ROUGE-1 eine ausgewogenere Bewertung durch die Kombination
von Recall und Precision, die besonders f•ur die Bewertung der Inhaltsabdeck-
ung in Zusammenfassungen relevant ist. [21]

2.4.3 WER

WER, kurz f•ur Word Error Rate, ist ebenfalls eine weitere Metrik f•ur einen
solchen Vergleich. Sie misst die Qualit•at, indem sie die Anzahl der Fehler {
das heisst der notwendigen•Anderungen (Einf•ugungen, L•oschungen und Sub-
stitutionen) { berechnet, um von der maschinell generierten Ausgabe zu einem
Referenztext zu gelangen. Diese•Anderungen werden dann durch die Gesam-
tanzahl der W•orter der Referenz geteilt, um den WER Score zu erhalten.

Ein niedriger WER weist auf eine h•ohere Genauigkeit des Systems hin, da
weniger Korrekturen erforderlich sind, um •Ubereinstimmung mit dem Referen-
ztext zu erreichen. Diese Metrik ist besonders n•utzlich, um die Fehlerquote in
den generierten Texten zu quanti�zieren.

Im Gegensatz zu BLEU und ROUGE, die auf der •Ubereinstimmung von
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Wortgruppen oder Einzelw•ortern basieren, konzentriert sich WER auf die di-
rekte Fehleranalyse.

2.5 LoRA

LoRA, oder Low-Rank Adaptation, ist eine fortschrittliche Technik zur Mod-
i�kation grosser vortrainierter Modelle. Der Kerngedanke hinter LoRA ist,
die Anpassungsf•ahigkeit grosser Modelle zu verbessern, ohne ihre umfangre-
iche Struktur und Parametrisierung vollst•andig neu trainieren zu m•ussen und
somit die Anzahl der Parameter deutlich zu verringern, was Rechenzeit und Spe-
icher spart. Dies wird erreicht, indem Ver•anderungen auf eine niedrigrangige
Matrix beschr•ankt werden, die auf die Gewichte bestimmter Schichten des Mod-
ells, wie die Aufmerksamkeits- und Feedforward-Netzwerkschichten, angewendet
wird. Die niedrigrangige Matrix wirkt dabei als eine Art "Update-Filter", der
es erm•oglicht, die urspr•unglichen Gewichte des Modells fein abzustimmen, ohne
sie direkt zu ver•andern.

Technisch gesehen werden bei der LoRA-Methode zus•atzliche Matrixfak-
toren zu den Gewichtsmatrizen des Modells hinzugef•ugt. Diese Faktoren sind
von niedrigem Rang, was bedeutet, dass sie weniger Parameter enthalten als die
urspr•unglichen Gewichtsmatrizen. Durch die Anpassung dieser Faktoren statt
der gesamten Gewichtsmatrix kann das Modell e�zienter und zielgerichteter f•ur
spezi�sche Aufgaben optimiert werden.

In dieser Arbeitet hilft LoRA die LLM's so anzupassen, um sie e�zient
trainieren zu k•onnen. Diese Anpassung erfolgt mit einem Bruchteil der Rechen-
ressourcen, die normalerweise f•ur das vollst•andige Training oder die Feinabstim-
mung eines solchen Modells erforderlich w•aren. Dadurch wird eine hohe Anpas-
sungsf•ahigkeit erreicht, ohne die umfassenden Kenntnisse zu beeintr•achtigen,
die das Modell w•ahrend seiner urspr•unglichen Trainingsphase bereits gelernt
hat. [22]
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2.6 Fuyu8B

Fuyu-8B stellt eine abgespeckte Version eines multimodalen Modells dar, das
von der Adept-Plattform entwickelt wurde, und bietet einige bemerkenswerte
Merkmale.

Die Architektur des Fuyu-8B-Modells unterscheidet sich von anderen mul-
timodalen Modellen, da es keinen speziellen Bildencoder besitzt. Stattdessen
werden Bildausschnitte direkt in die erste Schicht des Transformer-Modells pro-
jiziert, wodurch die Notwendigkeit eines separaten Bildencoders entf•allt. Dies
erm•oglicht dem Modell die Verarbeitung von Bildern in beliebigen Au
•osungen
und gr•ossen, was besonders wichtig ist, um verschiedenste Bildarten zu verste-
hen.

Figure 5: Architektur vom Fuyu-8B-Modell

Die Leistungs•uberpr•ufung des Fuyu-8B-Modells ergab, dass es sich gut auf
verschiedenen Bildverstehensdatens•atzen schl•agt, darunter VQAv2, OKVQA,
COCO Captions und AI2D. Obwohl das Modell in erster Linie f•ur den Einsatz
in digitalen Agenten entwickelt wurde, erzielte es gute Ergebnisse in diesen
Benchmarks, auch ohne spezi�sche Optimierungen f•ur diese Aufgaben.

Die Autoren weisen jedoch darauf hin, dass die Benchmark-Datens•atze einige
Herausforderungen aufweisen, insbesondere in Bezug auf die Bewertung von
Antworten. Die Frage-Antwort-Datens•atze verwenden oft komplizierte Bew-
ertungsmethoden und verlangen spezi�sche Antwortformate, was zu falschen
Bewertungen f•ur korrekte Antworten f•uhren kann.

Die Autoren erw•ahnen auch, dass ihre internen Modelle, die auf Fuyu
basieren, zus•atzliche F•ahigkeiten f•ur OCR, detaillierte Lokalisierung von Text
und UI-Elementen sowie das Beantworten von Fragen zu UI-Bildern bieten.
Diese Entwicklungen k•onnten in zuk•unftigen Produktversionen integriert wer-
den.

Insgesamt ist das Fuyu-8B-Modell eine vielversprechende Open-Source-
Ressource, die Bild- und Textdaten verarbeiten kann. Es bietet eine einfache
Architektur und hat sich in verschiedenen Tests bew•ahrt, w•ahrend es weiterhin
Raum f•ur zuk•unftige Entwicklungen und Verbesserungen bietet. [8]
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3 Methodik

F•ur das Trainieren des Fuyu8b Modells haben wurde LoRA verwendet. Wie im
Kapitel 2.5 bereits erw•ahnt, bietet LoRA durch die Einf•uhrung von Low-Rank-
Matrizen in bestimmte Layers einen e�zienten Ansatz f•ur das Trainieren solcher
Modelle. Diese Methode erm•oglicht es, das Modell signi�kant zu modi�zieren,
ohne ein umfangreiches Training durchzuf•uhren.

Das Finetuning wurde mit einer Nvidia A100 GPU mit einer Speicherka-
pazit•at von 40 GB durchgef•uhrt. Die A100 ist ideal f•ur diesen Zweck aufgrund
des hohen Speichers, der f•ur solche grossen Modelle und Bilder Datenmengen,
unabdingbar ist. Die Auswertung wurde dann auf einer NVIDIA RTX 4090
mit 24GB Speicher durchgef•uhrt, da bei der Inference deutlich weniger Speicher
gebraucht wird.

Um PyTorch-bezogene Out of Memory (OOM)-Errors zu vermeiden, wurde
eine spezi�sche Einschr•ankung in der Bildverarbeitung implementiert. Jedes
Bild wird in Patches von 30x30 Pixeln aufgeteilt (so wie das vom Modell Fuyu8b
auch getan wird [23]) und jedes Bild, was •uber 784 Patches enth•alt wurde beim
Trainieren ignoriert. Ein quadratisches Bild k•onnte also maximal aus 28x28
Patches oder 840x840 Pixel bestehen. Dieser Schritt gew•ahrleistet fehlerfreies
Training, da bei Bildern mit weniger als 784 Patches keine Out of Memory -
Errors entstanden sind.

Dar•uber hinaus wurde eine 4-Bit-Quantisierung beim Laden des Modells
verwendet. Diese Technik macht das Training ein bisschen langsamer, aber
verringert den Speicherverbrauch erheblich und erm•oglichte es erst, so grosse
Bilder zu verarbeiten [24].

LoRA wurde nur auf die Query and Key Matrizen angewendet, da es auch
f•ur dies vorgesehen ist [22]. Den Rang der LoRA-Layers wurde im Laufe der
Experimente zwischen 64 und 512 variiert, was ungef•ahr 0,389% bis 3,11% der
Modellparameter trainierbar machte.

F•ur die Trainingsstrategie wurde Gradientenakkumulation eingesetzt, wobei
ein Accumulation Step von 32 verwendet wurde. Damit konnte trotz des be-
grenzten Speichers von 40GB mit einer gr•osseren Batchsize trainiert werden, da
die Gradienten akkumuliert werden und nur Zwischenresultate der Weights von
einem Bild-Text-Paar zwischengespeichert wurden [25].

Als Optimizer wurde der 8bit quantisierten Lion-Optimizer verwendet.
Dieser Optimierer braucht weniger Speicher und Compute-Time als AdamW
[26], was es f•ur dieses Projekt attraktiver machte.

Die CrossEntropyLoss-Funktion wurde als Verlust-Funktion ausgew•ahlt.
Dies ist eine Standardwahl f•ur Klassi�zierungsaufgaben und misst e�ektiv die
Leistung von Modellen, die Wahrscheinlichkeitswerte ausgeben.

Um das Modell zur Generierung kontextuell angemessener Beschriftungen zu
steuern, wurde eine spezi�sche Prompt verwendet: "Generate a coco-style cap-
tion." so wie sie im Beispiel in der Model-Card auf Huggingface steht [27]. Diese
Prompt richtet die Ausgaben des Modells nach dem Stil des COCO-Datensatzes
aus, einem Schl•usselbenchmark im Bereich der Bildbeschriftung.
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4 Beschreibung des Datensatzes

4.1 Einleitung

Im Rahmen dieses Projekts wurde ein umfangreicher Datensatz zusam-
mengestellt. Dieser Datensatz setzt sich aus mehreren bestehenden Datenkollek-
tionen zusammen. Zu den integrierten Datens•atzen geh•oren Autochart, Chart-
to-text (Pew und Statista) sowie ChartSumm.

4.2 Analyse-Erkenntnisse

Kategorie n-
Beschrei-
bungen

? L•ange
(Worte)

Median
L•ange
(Worte)

Min. /
Max.
L•ange
(Worte)

Autochart 46,850 101.48 83 52 / 189
Chart-to-text pew 1,490 93.97 79 18 / 545
Chart-to-text statista 27,868 53.69 47 10 / 424
ChartSumm 84,363 45.44 44 0 / 304
Gesamt 160,571 63.67 52 0 / 545

Table 1: Zusammenfassung der Beschreibungen der Datens•atze

Rank Autochart Chart-
to-text
pew

Chart-
to-text
statista

Chart-
Summ

Gesamt

1 number say statistic million number
2 found among percent years found
3 lowest americans shows dollars lowest
4 may news united statistic may
5 related pew year per related
6 national million million percent shows
7 graph research dollars rate national
8 changes according number us graph
9 group adults billion year million
10 change half states shows changes

Table 2: Top 10 h•au�gste Worte in verschiedenen Datens•atzen

ˆ Zusammensetzung: Gesamthaft hat der kombinierte Datensatz 160'571
Beschreibungen. Wovon knapp mehr als die H•alfte aus dem Chart-
Summ Datensatz, rund ein Viertel aus dem Autochart Datensatz und
der Rest aus den Chart-to-text Datens•atzen kommen. Au�•allig ist, dass
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Dataset Flesch-Kincaid-
Lesbarkeitsindix

Autochart 70.33
Chart-to-text pew 55.65
Chart-to-text statista 62.43
ChartSumm 59.73
Gesamt 63.25

Table 3: Durchschnittliche Flesch-Kincaid-Lesbarkeitsindizes verschiedener
Datens•atze

Dataset ? Breite � Breite ? H•ohe � H•ohe
Autochart 3178.04 5.06 1579.00 0.0
Chart-to-text pew 380.23 159.44 465.92 205.45
Chart-to-text statista 800.00 0.0 630.07 228.63
ChartSumm 1500.00 0.0 900.00 0.0
Gesamt 1407.30 512.38 865.82 232.25

Table 4: Durchschnittliche H•ohe/Breite und Standardabweichungen der Bilder
in den Datens•atze

der Chart-to-text pew Datensatz deutlich unterrepr•asentiert ist mir nur
1'490 Beschreibungen wie in Tabell 1 zu sehen ist.

ˆ L•ange der Beschreibungen: Wie der Tabelle 1 zeigt, variiert die L•ange
der Beschreibungen signi�kant •uber die Datens•atze. Der Autochart-
Datensatz hat durchschnittlich die l•angsten Beschreibungen (101.48
Worte), w•ahrend ChartSumm die k•urzesten aufweist (45.44 Worte). Der
Gesamtdurchschnitt •uber alle Datens•atze betr•agt 63.67 Worte, mit einer
grossen Spannbreite von 0 bis 545 Worten, was auf eine vielf•altige Beschrei-
bungsl•ange in den verschiedenen Datens•atzen hinweist und dass einige
Beschreibungen im ChartSumm Datensatz leer sind.

ˆ H•au�gste W•orter: •Uber alle Datens•atze hinweg ist number das am
h•au�gsten vorkommende Wort. In AutoChart sind Begri�e wie national,
changesund group prominent, w•ahrend in Chart-to-text pew und statista
wirtschaftliche Begri�e wie dollars, million und billion vorherrschen, wie
in der Tabelle 2 zu sehen ist.

ˆ Flesch-Kincaid-Lesbarkeitsindex: Gem•ass Tablle 3 hat AutoChart
den h•ochsten Indexwert, was auf eine einfachere Lesbarkeit hinweist,
w•ahrend Chart-to-text pew den niedrigsten Wert hat, was auf komplexere
Textstrukturen hindeutet.

ˆ Gr•osse und Breite der Bilder: Nach der Tabelle 4 variieren die Bilder
in Gr•osse und Dimensionen •uber die verschiedenen Datens•atze hinweg un-
terschiedlich. AutoChart hat beispielsweise die gr•ossten Bilder, w•ahrend
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die Bilder in Chart-to-text pew tendenziell schmaler, aber h•oher sind.

4.3 Fazit

Die Integration dieser vielf•altigen Datens•atze bietet eine umfassende Grundlage
f•ur die Entwicklung des Tools. Nachdem entfernen einiger einzelnen Daten-
paare (aufgrund zu kurzer Beschreibungen, wie in der Tabelle 1 zu erkennen
ist) besteht der endg•ultige Datensatz aus 119'704 Datenpaare. Dieser Daten-
satz wurde im Anschluss auch gleichm•assig in Trainings- (60%) Validierungs-
(20%) und Testdatensatz (20%) aufgeteilt, wo darauf geachtet wurde, dass alle
Anfangs-Datens•atze in jedem Teil gleichm•assig verteilt wurden.
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5 Experimente

Globales Ziel: Das globale Ziel der Experimente ist es, die optimale Kon�gura-
tion des Fuyu-Modells zu identi�zieren, indem die Auswirkungen verschiedener
Trainingsparameter auf die Modellleistung und -e�zienz systematisch unter-
sucht werden.

Trainingsparameter: Um die Auswirkung verschiedener Trainingsparam-
eter zu untersuchen, wurden in jedem Experiment Trainingsparameter angepasst
(siehe Tabelle 5). Es wurden aber nicht alle Parameter ver•andert. So sind fol-
gende Parameter immer gleichgeblieben:

ˆ Quantisierung: 4-bit

ˆ LoRA alpha: 128

ˆ LoRA dropout: 0.05

Experiment Datenratio Lernrate LoRA r Epochen
1 0.2 0.0001 64 3
2 0.2 0.0001 64 1
3 0.05 0.00005 64 1
4 0.2 0.00005 64 1
5 0.2 0.00005 256 1
6 0.2 0.00005 512 1

Table 5: •Ubersicht der Parameter f•ur jedes Experiment

5.1 Experiment 1

Hypothese: Die LoRA-Parameter erm•oglichen eine angemessene Performanz
des Modells auch bei reduzierten Datens•atzen. Die Parameter wurden so
gew•ahlt, um einen Kompromiss zwischen Modellkomplexit•at und Rechenzeit
zu �nden.

Ergebnisse: Der Trainingsverlust zeigte eine schnell abfallende Tendenz,
die darauf hindeutet, dass das Modell e�ektiv lernte und sich schnell an die
gegebenen Daten anpasste. Die konsequente Abnahme des Verlustes bis zu
einem Plateau erweckt den Eindruck, dass die gew•ahlte Lernrate und die an-
deren Hyperparameter gut abgestimmt waren, um eine stabile Konvergenz zu
erreichen. Jedoch zeigt ein solcher Verlauf nicht automatisch die Qualit•at
des Modells an. Eine •ahnliche Kurve kann auch auftreten, wenn die Lern-
rate und/oder die Anzahl der Epochen zu gross gew•ahlt wurden, was dazu
f•uhren kann, dass das Modell sein Wissen vergisst/•uberschreibt. Um dies zu
•uberpr•ufen, sind verschiedene Metriken und Beispiele von entscheidender Be-
deutung (welche im Kapitel 2.4 beschrieben wurden).

An der Validierungsverlust-Kurve erkennt man wiederum sehr gut, dass das
Modell leicht over�ttet, da sich diese Kurve zunehmend anstatt abnehmend
verh•alt.
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Figure 6: Trainingsloss Figure 7: Validierungsloss Experiment
1

5.2 Experiment 2

Hypothese: Eine k•urzere Trainingszeit hat einen positiven Ein
uss auf die
Modellleistung. Dazu wurde die Anzahl Epochen auf 1 gesetzt.

Figure 8: Trainingsloss

Ergebnisse: Auch hier zeigt der Trainingsverlust eine schnell abfallende
Tendenz bis zum Erreichen des Plateaus. Dies zeigt hier auch wieder, dass das
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Modell aus den Trainingsdaten etwas lernen konnte. Dass das Modell vergisst,
l•asst sich auch hier noch nicht ausschliessen.

Da in diesem Experiment das Modell lediglich f•ur eine Epoche trainiert
wurde, und jeweils am Ende der Epoche validiert wird, ist eine Bewertung der
Validierungskurve nichtssagend.

5.3 Experiment 3

Hypothese: Weniger Daten und eine tiefere Lernrate haben einen positiven
Ein
uss auf die Modellleistung.

Figure 9: Trainingsloss

Ergebnisse: Der Trainingsverlust zeigt eine markante Abnahme mit einem
allm•ahlichen •Ubergang in ein Plateau. Die Verringerung der Lernrate scheint
zu einer langsameren Konvergenz gef•uhrt zu haben. Trotz der stark reduzierten
Datenmenge konnte das Modell den Trainingsverlust e�ektiv senken, was da-
rauf hinweist, dass selbst unter stark limitierten Bedingungen eine gewisse
Lernf•ahigkeit erhalten bleibt. Allerdings k•onnte die geringe Datenmenge auch
das Risiko erh•ohen, dass das Modell nicht gen•ugend Vielfalt sieht, um general-
isierbare Muster zu lernen.
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5.4 Experiment 4

Hypothese: Eine tiefe Lernrate aber mehr Daten wirken sich positiv auf die
Modellleistung aus.

Figure 10: Trainingsloss

Ergebnisse: Der Trainingsverlust zeigt einen •ahnlichen Verlauf wie im
dritten Experiment, jedoch mit einem anf•anglich steileren Abfall und der an-
schliessenden Stabilisierung auf einem Plateau. Die Erh•ohung der Datenmenge
scheint eine signi�kante •Anderung in der Geschwindigkeit der Konvergenz im
Vergleich zur verringerten Datenmenge des vorherigen Experiments verursacht
zu haben. Jedoch kann man hier auch nicht ausschliessen ob das Ph•anomen
vom "Vergessen" eintritt.

5.5 Experiment 5

Hypothese: Ein h•oherer LoRA-Rank wirkt sich positiv auf die Modellleistung
aus.

Ergebnisse: Die Trainingsverlust-Kurve sieht •ahnlich aus wie bei Experi-
ment 3, was darauf schliessen l•asst, dass die Erh•ohung des LoRA-Rank Param-
eters keinen Signi�kanten Ein
uss auf den Verlauf der Trainingsverlust-Kurve
hat.
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Figure 11: Trainingsloss

5.6 Experiment 6

Hypothese: Ein noch h•oherer LoRA-Rank wirkt sich positiv auf die Model-
lleistung aus.

Ergebnisse: Die Analyse der Trainingsverlustkurve k•onnte aufzeigen, ob
die erhebliche Erh•ohung des LoRA-Ranks von 256 auf 512 keinen merklichen
Unterschied in der Lernkurve des Modells erzeugt. Erwartet wurde, dass eine
h•ohere Kapazit•at in der Repr•asentation durch LoRA zu einer schnelleren Kon-
vergenz f•uhren k•onnte.
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Figure 12: Trainingsloss

6 Ergebnisse

In diesem Kapitel werden die Resultate der leistungsst•arksten Modelle f•ur
jedes Experiment detailliert untersucht. Um die optimalen Parameter f•ur
jedes Modell zu ermitteln, wurde ein Gridsearch •uber die Parameter Temper-
atur ( temperature ), Sampling-Methode (do sample) und Wiederholungsstrafe
(repetition penalty ) durchgef•uhrt. Die Ergebnisse sind in der Tabelle 6
dargestellt.

Der Parameter temperature beein
usst die Vorhersagegenauigkeit des Mod-
ells: Ein niedriger Wert wie 0.1 macht das Modell vorhersehbarer und konser-
vativer, w•ahrend ein h•oherer Wert wie 1 zu kreativeren und •uberraschenderen
Ergebnissen f•uhrt.

Die Sampling-Methode bestimmt, ob bei der Vorhersage Zuf•alligkeit einbe-
zogen wird (True) oder nicht (False ), wobei True eine gr•ossere Diversit•at in
den Antworten erm•oglicht.

Der repetition penalty -Parameter beein
usst, wie stark das Modell
Wiederholungen vermeidet: Ein h•oherer Wert wie 1.5 reduziert die Wahrschein-
lichkeit von wiederholten Inhalten st•arker als ein niedrigerer Wert wie 1.0.

Die Auswahl der besten Modelle basierte auf den Metriken BLEU, ROUGE
und WER die im Kapitel 2.4 erkl•art wurden. Die Tabelle 6 illustriert die besten
Modelle in absteigender Reihenfolge gem•ass ihrer Leistung auf diesen Metriken,
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wobei das oberste Modell als das e�ektivste nach dem BLEU-Wert gilt.

Model name Temper-
ature

Do-
sample

Repeti-
tion-
penalty

BLEU ROUGE WER Exper-
iment

4bit 1 epoch
lr 0.00005
tr 0.05 lora 64

0.7 True 1.5 2.77e-03 0.150 0.952 3

4bit 1 epoch
lr 0.00005
tr 0.05 lora 512

0.7 False 1.0 1.65e-03 0.133 0.958 6

4bit 1 epoch
lr 0.00005
tr 0.05 lora 256

0.1 True 1.0 1.19e-03 0.130 0.960 5

4bit 3 epoch
lr 0.0001
tr 0.2 lora 64

0.4 True 1.5 5.59e-80 0.185 3.015 1

4bit 1 epoch
lr 0.00005
tr 0.2 lora 64

1.0 True 1.5 4.66e-80 0.149 1.549 4

4bit 1 epoch
lr 0.0001
tr 0.2 lora 64

0.7 True 1.5 1.74e-155 0.17. 2.301 2

Table 6: Resultate der Experimente sortiert nach BLEU-Score

In den Abbildungen 13, 14, 15, 16 und 17 werden die Auswirkungen dieser
Modelle auf f•unf verschiedene Testbilder dargestellt. Dabei werden die Beschrei-
bung der Modelle in der Reihenfolge ihres BLEU-Scores sortiert.

6.1 Vergleich der Experimente

6.1.1 Experiment 1: 4bit 3 epoch lr 0 0001 tr 0 2 LoRA 64

Im ersten Experiment wurde deutlich, dass trotz einer vielversprechenden Kon-
vergenz des Trainingsverlustes der Verlauf des Validierungsverlustes •uber die
Epochen hinweg stetig anstieg, was auf ein m•ogliches Over�tting hindeuten
k•onnte. Die optimierten Hyperparameter des Modells, ermittelt durch Grid-
search, waren eine Temperatur von 0.4 und eine Repetitionsstrafe von 1.5.
Diese Einstellungen sollten theoretisch zu einer Balance zwischen Diversit•at und
Genauigkeit der generierten Texte f•uhren und Wiederholungen einschr•anken.

Trotz der sorgf•altigen Einstellung der Parameter erbrachte das Modell in der
Praxis jedoch keine koh•arenten oder zusammenh•angenden Ergebnisse, wie die
Analyse im Kapitel "Ergebnisse" aufzeigt. Die generierten Texte des Modells
erschienen wirr und zusammenhangslos, was die e�ektive Nutzung des Fuyu-
Modells zur Diagrammzusammenfassung in Frage stellt. Es scheint, als ob das
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Modell durch den Fine-Tuning-Prozess wesentliche Teile seines vorherigen Wis-
sens "•uberschrieben" hat, was zu unbrauchen Beschreibungen gef•uhrt hatte.
Ebenfalls sieht man in Tabelle 6 auch, dass es nur Platz 4 erreicht hat von allen
Experimenten.

6.1.2 Experiment 2: 4bit 3 epoch lr 0 0001 tr 0 2 LoRA 64

Das zweite Experiment zeigte eine •ahnlich positive Entwicklung des Train-
ingsverlustes wie Experiment 1, diesmal jedoch mit dem Training •uber lediglich
eine Epoche. Der Gridsearch ergab, dass die besten Ergebnisse bei einer Tem-
peratur von 0.7 und einer Wiederholungsstrafe von 1.5 erzielt werden.

Dennoch o�enbarten die Metriken in Tabelle 6, dass das Modell insge-
samt nicht erfolgreich war. Mit einem BLEU-Wert von 1.742641e-155, einem
ROUGE-Wert von 0.172967 und einem WER von 2.301069 landete es auf dem
letzten Platz unter allen Experimenten.

Die generierten Beschreibungen untermauern diese schlechten Metriken
ebenfalls, wie in den Bildern 13, 14, 15, 16 und 17 zu sehen ist.

6.1.3 Experiment 3: 4bit 1 epoch lr 0 00005 tr 0 05 LoRA 64

Im dritten Experiment zeigt sich erneut eine vielversprechende Entwicklung des
Trainingsverlustes. Das Modell wurde f•ur eine Epoche trainiert und die opti-
mierten Hyperparameter (eine Temperatur von 0.7 und eine Repetitionsstrafe
von 1.5) wurden mittels Gridsearch ausgew•ahlt.

Die Ergebnisse in Tabelle 6 zeigen, dass dieses Experiment das erfolgre-
ichste Modell aller Experimente ist. Mit einem BLEU-Wert von 0.00277,
einem ROUGE-Wert von 0.149854 und einem WER von 0.952, best•atigen diese
Metriken die Beurteilung, deuten aber gleichzeitig auf eine immernoch sehr
schlechte Performance hin. Diese Werte markieren eine deutliche Verbesserung
im Vergleich zu den vorherigen Experimenten.

Die im Kapitel 6 generierten Beschreibungen unterstreichen die Qualit•at
dieses Modells. In den meisten F•allen liefert es gute Beschreibungen, im Vergle-
ich zu den vorherigen Experimenten, die auch Informationen zur dargestellten
Gra�k enth•alt. Das Modell erkennt oft den richtigen Charttyp und extrahiert
relevante Texte aus der Gra�k. Obwohl Fehler auftreten, verkn•upft es die erkan-
nten Texte gr•osstenteils korrekt mit der Gra�k. Besonders interessant ist, dass
das Modell oft den Fokus auf den Titel der Gra�k legt, was in den meisten
F•allen zu verbesserten Beschreibungen f•uhrt.

6.1.4 Experiment 4: 4bit 1 epoch lr 0 00005 tr 0 2 LoRA 64

Im vierten Experiment zeigt sich erneut eine vielversprechende Entwicklung des
Trainingsverlustes. Das Modell wurde f•ur eine Epoche trainiert, und die opti-
mierten Hyperparameter (eine Temperatur von 1.0 und eine Repetitionsstrafe
von 1.5) wurden mittels Gridsearch ausgew•ahlt.

Trotz der vielversprechenden Trainingskurve zeigt die Auswertung in Tabelle
6, dass dieses Experiment den f•unften Platz belegt, was darauf hinweist, dass es
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zu den schlechteren Modellen geh•ort. Dies ist insbesondere interessant, da mehr
Daten f•ur das Training verwendet wurden als bei Experiment 3, aber ansonsten
dieselben Parameter benutzt wurden. Dies l•asst vermuten, dass das Modell
m•oglicherweise sein Wissen durch das Training mit einer gr•osseren Datenmenge
•uberschreibt.

Die erzielten Metriken best•atigen diese Einsch•atzung, mit einem BLEU-
Wert von 4.656737e-80, einem ROUGE-Wert von 0.149040 und einem WER
von 1.549063. Diese Metriken spiegeln sich auch in den generierten Beschreibun-
gen wider, die keinen klaren Sinn ergeben und wie zuf•allig ausgew•ahlte Token
wirken.

6.1.5 Experiment 5: 4bit 1 epoch lr 0 00005 tr 0 05 LoRA 256

Die Trainingskurve im f•unften Experiment zeigt erneut vielversprechende Ergeb-
nisse. Gem•ass Tabelle 6 belegt dieses Modell den dritten Platz. Es verwendet
die gleichen Hyperparameter wie das beste Modell (Experiment 3), jedoch mit
einem gr•osserem LoRA Rank.

Die besten Parameter gem•ass Gridsearch waren eine Temperatur von 0.1 und
eine Repetitionsstrafe von 1.0, was interessanterweise die niedrigste Temperatur
f•ur alle Modelle in den Experimenten ist.

Die erzielten Metriken zeigen jedoch eine Verschlechterung im Vergleich zu
Experiment 3, mit einem BLEU-Wert von 1.188312e-03, einem ROUGE-Wert
von 0.130065 und einem WER von 0.959555. Die generierten Beschreibungen
•ahneln denen des besten Modells (Experiment 3) und zeigen keine klaren qualti-
tative Unterschiede.

6.1.6 Experiment 6: 4bit 1 epoch lr 0 00005 tr 0 05 LoRA 512

Die Trainingskurve im sechsten Experiment sieht ebenfalls gut aus. Gem•ass
Tabelle 6 belegt dieses Modell den zweiten Platz. Es verwendet die gleichen
Hyperparameter wie das beste Modell (Experiment 3) und Experiment 5, jedoch
mit einem noch gr•osseren LoRA Rank.

Die besten Parameter gem•ass Gridsearch waren eine Temperatur von 0.7
und eine Repetitionsstrafe von 1.0.

Die erzielten Metriken zeigen jedoch eine Verschlechterung im Vergleich zu
Experiment 3, mit einem BLEU-Wert von 1.645735e-03, einem ROUGE-Wert
von 0.133363 und einem WER von 0.957850. Die generierten Beschreibungen
•ahneln denen des besten Modells (Experiment 3) und Experiment 5, jedoch sind
die Metriken minimal besser als bei Experiment 5 und immer noch schlechter
als bei Experiment 3. Dies k•onnte darauf hinweisen, dass nur das Erh•ohen des
LoRA Rank-Parameter nicht die gew•unschten Verbesserungen bringt.
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Figure 13: Beispielbild 1
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Figure 14: Beispielbild 2
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Figure 15: Beispielbild 3
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Figure 16: Beispielbild 4
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